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Abstrak 
Penelitian ini bertujuan untuk meningkatkan efektivitas deteksi objek pada sistem Internet of 

Things (IoT) melalui optimalisasi metode ekstraksi fitur dan klasifikasi. Mengetahui kompleksitas 

algoritma pada sistem deteksi objek merupakan strategi untuk optimasi pada sistem IOT. Metode ekstraksi 

fitur yang digunakan adalah Gray Level Co-occurrence Matrix (GLCM), dengan fitur tekstur seperti 

kontras, homogenitas, energi, dan entropi dari suatu objek gambar. Untuk metode klasifikasi yang 

dikombinasikan dengan GLCM meliputi K-Nearest Neighbors (K-NN), Support Vector Machines (SVM), 

Decision Trees, dan Neural Networks. Dari hasil pengujian waktu eksekusi berbagai algoritma klasifikasi 

seperti K-NN, SVM, Decision Trees, dan Neural Networks, terlihat perbedaan yang signifikan dalam 

efisiensi dan skalabilitas masing-masing algoritma. SVM menunjukkan waktu eksekusi tertinggi dengan 

pertumbuhan eksponensial (O(n^3)), sehingga kurang efisien dan kurang sesuai untuk dataset yang sangat 

besar. Untuk K-NN memiliki kompleksitas waktu eksekusi yang linear dalam faktor k  (O(nk)), namun masih 

terdapat peningkatan secara signifikan dengan bertambahnya jumlah data. Decision Trees, dengan 

kompleksitas log-linear (O(n log n)), menunjukkan keseimbangan yang baik antara efisiensi dan 

skalabilitas, sehingga model ini sesuai untuk dataset yang lebih besar dibandingkan SVM dan K-NN. 

Neural Networks menunjukkan sebagai algoritma yang efisien dengan pertumbuhan waktu eksekusi yang 

paling lambat (O(n)), sehingga model tersebut sesuai untuk dataset besar.  
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Abstract 
 This research aims to enhance the effectiveness of object detection in Internet of Things (IoT) 

systems by optimizing feature extraction and classification methods. Understanding the complexity of 

algorithms in object detection systems is a strategy for optimizing IoT systems. The feature extraction 

method used is the Gray Level Co-occurrence Matrix (GLCM), with texture features such as contrast, 

homogeneity, energy, and entropy of an image object. The classification methods combined with GLCM 

include K-Nearest Neighbors (K-NN), Support Vector Machines (SVM), Decision Trees, and Neural 

Networks. The results of execution time testing for various classification algorithms such as K-NN, SVM, 

Decision Trees, and Neural Networks show significant differences in the efficiency and scalability of each 

algorithm. SVM exhibits the highest execution time with exponential growth (O(n^3)), making it less 

efficient and unsuitable for very large datasets. K-NN has a linear time complexity in the factor of k (O(nk)), 

but still shows a significant increase in execution time as the amount of data increases. Decision Trees, 

with log-linear complexity (O(n log n)), demonstrate a good balance between efficiency and scalability, 

making them suitable for larger datasets compared to SVM and K-NN. Neural Networks are shown to be 

efficient algorithms with the slowest growth in execution time (O(n)), making them suitable for large 

datasets. 

  

Keywords: Optimization, Feature extraction, Classification, Internet of Things, Gray Level Co-occurrence 

Matrix. 
  

 

1. Pendahuluan 

Perkembangan teknologi Internet of Things (IoT) telah mengubah berbagai aspek industri dan 

kehidupan sehari-hari. Perangkat IoT, seperti sensor dan kamera, memainkan peran penting dalam 

mengumpulkan data dari lingkungan[1], [2]. Salah satu tantangan utama dalam mempertahankan efektivitas 

peralatan IoT adalah optimalisasi untuk untuk deteksi dengan menggunakan penggabungan ekstraksi fitur 
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dan klasifikasi. Variabilitas dan kompleksitas data gambar sering kali membuat proses deteksi objek 

menjadi sulit dan kurang akurat dikarenakan keterbatasan dalam kapasitas edge computing[3]. 

Untuk mengatasi tantangan ini, pemrosesan menggunakan edge computing diperlukan metode 

ekstraksi dan klasifikasi yang efektif. Edge computing memungkinkan pemrosesan data dilakukan di dekat 

sumber data atau perangkat IoT itu sendiri[4], [5]. Hal ini dapat mengurangi latensi memungkinkan respons 

yang lebih cepat serta efisien dalam analisis data. Pendekatan untuk mengatasi tantangan ini adalah dengan 

mengoptimalkan teknik ekstraksi fitur dan klasifikasi. Gray Level Co-occurrence Matrix (GLCM) 

merupakan salah satu teknik analisis tekstur yang dapat digunakan untuk mengukur frekuensi pasangan 

piksel dengan tingkat keabuan tertentu yang terpisah oleh jarak dan sudut tertentu dalam citra[6]. 

Penyesuaian parameter GLCM, seperti kontras, homogenitas, energi, dan entropi, memungkinkan ekstraksi 

fitur yang lebih mendalam dan akurat, sehingga meningkatkan kemampuan peralatan IoT dalam 

menginterpretasikan karakteristik objek[7]. Penggunaan metode ekstraksi fitur GLCM yang efektif 

membutuhkan langkah-langkah yang terstruktur untuk mengukur berbagai fitur tekstur dari gambar yang 

diperoleh. Kontras mengukur perbedaan intensitas antara piksel yang berdekatan, homogenitas 

mengevaluasi keseragaman distribusi intensitas, energi mencerminkan keberadaan pola-pola tertentu, dan 

entropi mengindikasikan tingkat kekacauan dalam citra[8]. Kombinasi fitur-fitur memberikan representasi 

yang mendalam tentang tekstur objek, yang sangat penting untuk proses klasifikasi[9]. Komposisi ekstraksi 

dan klasifikasi yang efektif dapat pula mengoptimalkan hasil deteksi. Algoritma klasifikasi yang 

dipertimbangkan meliputi K-Nearest Neighbors (K-NN), Support Vector Machines (SVM), Decision 

Trees, dan Neural Networks. K-NN menawarkan metode yang sederhana namun efektif berdasarkan 

kedekatan dalam ruang fitur, sementara SVM menawarkan keunggulan dalam menemukan hyperplane 

optimal untuk memisahkan kelas-kelas dalam ruang fitur dengan margin maksimum[10]. Decision Trees 

menyediakan struktur pohon keputusan yang intuitif dan mudah diinterpretasikan untuk klasifikasi[11], 

sedangkan Neural Networks menggunakan deep learning yang mampu menangkap pola kompleks dalam 

data melalui arsitektur berlapis yang memungkinkan pemrosesan fitur secara hierarkis. Pemilihan algoritma 

klasifikasi yang tepat sangat bergantung pada karakteristik data. Evaluasi menyeluruh terhadap optimasi 

menggunakan uji kompleksitas  Big O. Eksplorasi penelitian ini bertujuan mengembangkan model ekstraksi 

fitur dan klasifikasi yang efektif untuk meningkatkan deteksi objek dalam sistem IoT yang difungsikan 

sebagai edge computing, sehingga mengetahui kompleksitas algoritma berperan penting untuk performa 

sistem [12], [13].  

 

2. Metode Penelitian 

Metodologi penelitian optimasi metode ekstraksi dan klasifikasi berfokus pada ekstraksi fitur 

dengan GLCM (kontras, energi, entropi dan homogeniti) dan klasifikasi dengan K-Nearest Neighbors 

(KNN), Support Vector Machines (SVM), Decision Trees, dan Neural Networks, model tersebut 

ditunjukkan pada Gambar1. 

 

 
 

Gambar  1. Model optimasi ekstraksi fitur dan klasifikasi. 
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Pada Gambar 1 menunjukkan tahapan alur penelitian dimulai dengan pengumpulan data, pre-

processing, yang terdiri atas proses resizing gambar, normalisasi, dan penghilangan noise pada data gambar. 

Tahap berikutnya fitur-fitur tekstur dari gambar diekstraksi menggunakan metode Gray Level Co-

occurrence Matrix (GLCM), dengan fitur kontras, homogeniti, entropi, dan energi. Setelah fitur-fitur ini 

diekstraksi tahapan berikutnya proses klasifikasi. Pada tahap ini klasifikasi menggunakan algoritma K-

Nearest Neighbors (KNN), Support Vector Machine (SVM), Decision Tree, dan Neural Network. Hasil 

dari proses klasifikasi ini kemudian dievaluasi dengan menggunakan kompleksitas algoritma (Big O). 

Kompleksitas algoritma untuk masing-masing metode ditunjukkan pada Tabel 1. 

 

Tabel 1. Kompleksitas algoritma metode ekstraksi dan klasifikasi. 

Metode Rumus Big O 

Ekstraksi Fitur GLCM 

 

𝐶𝑜𝑛𝑡𝑟𝑎𝑠𝑡 = ∑ ∑(𝑖 − 𝑗)2

𝑗𝑖

∗ 𝑃(𝑖, 𝑗) 

𝑂(𝑛2) 

 

𝐻𝑜𝑚𝑜𝑔𝑒𝑛𝑒𝑖𝑡𝑦 = ∑ ∑
𝑃(𝑖, 𝑗)

1 + (𝑖 − 𝑗)2

𝑗𝑖

 

𝐸𝑛𝑒𝑟𝑔𝑦 = ∑ ∑ 𝑃(𝑖, 𝑗)2

𝑗𝑖

 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 = − ∑ ∑ 𝑃(𝑖, 𝑗)

𝑗𝑖

∗ 𝑙𝑜𝑔(𝑃(𝑖, 𝑗)) 

 

K-Nearest Neighbors (K-NN) 
𝑑(𝑝, 𝑞) =  √∑(𝑞𝑖 −  𝑝𝑖)2

𝑑

𝑖=1

 

 

 

𝑂(𝑛×𝑘) 

Support Vector Machines (SVM) 

𝑓(𝑥) = sgn (∑ α𝑖𝑦𝑖𝐾(𝑥𝑖, 𝑥)

𝑛

𝑖=1

+ 𝑏) 

 

 

𝑂(𝑛3) 

Decision Trees 

Entropy(𝑆) = − ∑ 𝑝𝑖

𝑐

𝑖=1

log2 𝑝𝑖 

 

 

O(nlogn) 

Neural Networks 𝑦 = 𝜎 (∑ 𝑤𝑗𝜎 (∑ 𝑤𝑖𝑗𝑥𝑖

𝑑

𝑖=1

+ 𝑏𝑗)

𝑚

𝑗=1

+ 𝑏) 𝑂(𝑛) 

 

Pada tabel 1 menunjukkan metode Gray Level Co-occurrence Matrix (GLCM) yang digunakan 

untuk analisis tekstur dalam citra, dengan mengevaluasi hubungan piksel yang berdekatan. Metode ini 

mengukur aspek-aspek seperti kontras, yang mengevaluasi perbedaan tingkat keabuan antar piksel. Untuk 

homogenitas, mengukur kedekatan tingkat keabuan piksel-piksel. Menghitung energi pada piksel dengan 

mengevaluasi konsistensi tekstur dalam citra. Untuk entropi menilai berdasarkan keragaman atau acak 

piksel. Berdasarkan proses evaluasi dari metode GLCM maka kompleksitas komputasional dari GLCM 

sebesar O(n2), menunjukkan bahwa waktu yang dibutuhkan untuk proses ekstraksi akan meningkat secara 

kuadrat dengan peningkatan ukuran data citra [14], [15]. Pada metode klasifikasi K-Nearest Neighbors (K-

NN) mengidentifikasi kategori sebuah titik data berdasarkan kategori yang paling sering muncul di antara 

(k) tetangga terdekatnya. Algoritma ini menghitung jarak antar titik dalam ruang fitur dan 

mengklasifikasikan titik data berdasarkan kedekatan jarak tersebut. Kompleksitas waktu dari K-NN adalah 

O(n x k), yang bergantung pada jumlah data (n) dan jumlah tetangga (k). Ini berarti bahwa kompleksitasnya 

meningkat secara linier dengan ukuran dataset dan jumlah tetangga yang dipertimbangkan. Sedangkan 

untuk Support Vector Machines (SVM) merupakan metode yang dirancang untuk menemukan hyperplane 

terbaik yang memisahkan dataset menjadi kelas-kelas dengan margin terlebar yang mungkin. SVM 

menggunakan konsep vektor pendukung, yang adalah titik-titik data yang paling dekat dengan hyperplane, 

titik-titik ini membantu menentukan orientasi dan posisi hyperplane tersebut. Kompleksitas waktu dari 

SVM umumnya O(n3). Decision Trees mengklasifikasikan data dengan membuat struktur pohon, di mana 

setiap node mewakili sebuah atribut dan setiap cabang mewakili keputusan, yang secara efektif 

memisahkan data berdasarkan atribut-atribut yang memiliki informasi terbanyak. Pohon keputusan ini 
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berguna dalam klasifikasi karena mudah dipahami dan diimplementasikan. Kompleksitas waktu Decision 

Trees yaitu (O(nlog n), menunjukkan bahwa waktu yang diperlukan untuk membangun pohon berkembang 

logaritmik terhadap jumlah tahapan yang diurutkan. Neural Networks menggunakan lapisan dari neuron 

yang terhubung untuk meniru proses pengambilan keputusan dalam otak manusia [14], [16]. Jaringan ini 

belajar dari data latih, di mana bobot dan bias dari setiap neuron disesuaikan untuk meminimalkan 

kesalahan dalam prediksi. Kompleksitas waktu dari neural networks biasanya adalah O(n), di mana (n) 

adalah jumlah total operasi per lapisan. Namun, faktor lain seperti jumlah lapisan dan neuron per lapisan 

juga dapat berpengaruh signifikan pada waktu komputasi. Alur penelitian ditunjukkan pula dalam 

pseudocode Tabel 2. 

 

Tabel 2. Pseudocode Model Optimasi dengan ekstraksi dan klasifikasi. 

Input data = kumpulkanData() 

Output BigO = hitungBigO(result) 

Proses preprocessedData = preProcessing(data) 

features = ekstraksiFiturGLCM(preprocessedData) 

kontras = 0 

homogeneity = 0 

energy = 0 

entropy = 0 

for i from 1 to n: 

    for j from 1 to n: 

        kontras += (i - j)^2 * P(i,j) 

        homogeneity += P(i,j) / (1 + (i - j)^2) 

        energy += P(i,j)^2 

        if P(i,j) != 0: 

            entropy -= P(i,j) * log(P(i,j)) 

resultKNN = [] 

for each point in features: 

    d(p,q) = sqrt(sum((qi - pi)^2 for i from 1 to d)) 

    resultKNN.append(d(p,q)) 

resultSVM = [] 

for each point in features: 

    f(x) = sgn(sum(alpha_i * y_i * K(x_i, x) + b for i from 1 to n)) 

    resultSVM.append(f(x)) 

resultDecisionTree = [] 

for each point in features: 

    S = -sum(p_i * log2(p_i) for i from 1 to c) 

    resultDecisionTree.append(S) 

resultNeuralNetwork = [] 

for each point in features: 

    y = sigma(sum(w_j * sigma(sum(w_ij * x_i + b_j) + b) for j from 1 to m)) 

    resultNeuralNetwork.append(y) 

 

 

3. Hasil dan Pembahasan 

Berdasarkan hasil pengujian ditunjukkan pada Gambar 2, waktu eksekusi dari berbagai algoritma 

klasifikasi (K-NN, SVM, Decision Trees, dan Neural Networks) ditunjukkan bahwa kompleksitas waktu 

komputasi algoritma SVM menunjukkan paling tinggi dengan pertumbuhan eksponensial (O(n^3)). Waktu 

komputasii SVM meningkat sangat drastis seiring dengan pertambahan jumlah data. Sedangkan untuk K-

NN memiliki kompleksitas waktu komputasi yang linear dalam faktor  k (O(nk)), namun tetap meningkat 

secara signifikan dengan bertambahnya jumlah data. Untuk Decision Trees memiliki waktu eksekusi yang 

lebih efisien dibandingkan SVM dan K-NN, dengan kompleksitas log-linear (O(n log n)). Untuk Neural 

Networks menunjukkan waktu eksekusi paling rendah, dengan pertumbuhan linear (O(n)). Ini membuat 

Neural Networks lebih efisien dalam hal waktu eksekusi untuk dataset yang besar. 

Skalabilitas Neural Networks cenderung paling scalable untuk dataset yang besar, karena waktu 

komputasi meningkat paling lambat dibandingkan dengan algoritma lainnya. Decision Trees memiliki 

cukup scalable, tetapi dengan pertambahan data yang sangat besar, waktu eksekusinya mulai terlihat lebih 

signifikan. Sedangkan untuk K-NN dan SVM kurang scalable untuk dataset yang sangat besar, terutama 

SVM, yang waktu eksekusinya melonjak sangat cepat. 

Pengujian berikutnya berkaitan penggunaan algoritma berdasarkan ukuran data, untuk dataset kecil 

hingga menengah, SVM dan K-NN mungkin masih bisa digunakan, namun perlu diperhatikan peningkatan 

waktu eksekusinya. Sedangkan untuk dataset yang besar, Decision Trees dan Neural Networks lebih efisien 

dalam hal waktu eksekusi. 
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Gambar  2. Hasil uji kompleksitas kombinasi ekstraksi dan klasifikasi. 

4. Kesimpulan 

Berdasarkan hasil pengujian dapat disimpulkan sebagai berikut, bahwa kompleksitas waktu 

eksekusi dari berbagai algoritma klasifikasi menunjukkan perbedaan yang signifikan ketika jumlah data 

bertambah. Algoritma SVM (Support Vector Machine) memiliki kompleksitas waktu eksekusi tertinggi, 

yang meningkat secara eksponensial seiring dengan peningkatan jumlah data, sesuai dengan kompleksitas 

O(n^3). Waktu eksekusi untuk SVM sangat jauh lebih besar dibandingkan dengan algoritma lain, 

menunjukkan bahwa SVM mungkin tidak efisien untuk digunakan pada dataset yang sangat besar. Untuk 

algoritma K-NN (K-Nearest Neighbors) dan Decision Trees menunjukkan peningkatan waktu eksekusi 

yang lebih lambat dibandingkan SVM. K-NN dengan kompleksitas O(nk) memiliki waktu eksekusi yang 

lebih rendah dibandingkan SVM tetapi masih signifikan lebih tinggi dibandingkan Neural Networks dan 

Decision Trees, terutama pada dataset yang besar. Algoritma dengan performa terbaik dalam hal efisiensi 

waktu adalah Neural Networks, yang menunjukkan peningkatan waktu eksekusi yang paling lambat dengan 

kompleksitas O(n). Meskipun waktu eksekusi meningkat seiring bertambahnya jumlah data, Neural 

Networks tetap lebih cepat dibandingkan algoritma lainnya. Secara keseluruhan, pemilihan algoritma untuk 

klasifikasi harus mempertimbangkan skala data yang akan digunakan. SVM mungkin tidak cocok untuk 

dataset yang sangat besar karena kebutuhan komputasi yang sangat tinggi, sementara Neural Networks dan 

Decision Trees menawarkan solusi yang lebih efisien dalam konteks waktu eksekusi. Dalam penerapan IoT 

(Internet of Things), pemilihan algoritma klasifikasi yang efisien sangat penting karena keterbatasan 

sumber daya komputasi dan kebutuhan untuk memproses data dalam jumlah besar secara real-time.  
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