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Abstrak 
Pengenalan aktivitas manusia telah banyak dikembangkan untuk berbagai keperluan, seperti 

kesehatan, olahraga, hingga pengawasan lanjut usia. Penggunaan perangkat sensor menjadi salah satu 

pilihan dalam melakukan pengenalan aktivitas manusia. Sensor accelerometer adalah salah satu 

perangkat yang umum digunakan dalam pengenalan aktivitas. Data sensor ini memerlukan teknik dan 

algoritma yang tepat sehingga menghasilkan hasil pengenalan aktivitas yang sesuai. Penggunaan 

tradisional machine learning menjadi salah satu teknik yang dapat digunakan, teknik ini memerlukan 

proses ekstraksi fitur, dan seleksi fitur. Teknik seleksi fitur mana dan berapa jumlah fitur yang tepat untuk 

mendapatkan performa machine learning yang optimal perlu dilakukan investigasi lebih lanjut. Pada 

penelitian ini, dilakukan evaluasi terhadap kombinasi sejumlah fitur menggunakan algoritma machine 

learning: Extreme Gradient Boosting (XGB), Gradient Boosting (GBoost), Random Forest (RF), Decision 

Tree (DT), dan Support Vector Machine (SVM. Dataset publik yang digunakan yaitu FORTH-TRACE. 

Sensor yang digunakan adalah sensor accelerometer. Fitur yang digunakan meliputi nilai minimum, nilai 

maksimum, nilai rata-rata, nilai tengah, standar deviasi, dan nilai interkuartil. Sedangkan seleksi fitur 

yang digunakan adalah Analysis of Variance (ANOVA) dan Mutual Information (MI). Performa machine 

learning yang paling optimal ketika jumlah fitur 17 sampai dengan 18 fitur dengan akurasi 0,875, 

sedangkan performa machine learning paling optimal dicapai dengan menggunakan Extreme Gradient 

Boosting (XGB). 

 

Kata kunci: Accelerometer, MI, ANOVA, Machine learning. 
 

 

Abstract 
The recognition of human activities has been extensively developed for various purposes, such as 

health, sports, and elderly monitoring. The use of sensor devices has become one of the options for 

recognizing human activities. An accelerometer sensor is one of the devices commonly used for activity 

recognition. The data from these sensors require appropriate techniques and algorithms to produce 

accurate activity recognition results. Traditional machine learning is one technique that can be used, and 

it requires feature extraction and feature selection processes. Further investigation is needed to determine 

which feature selection techniques and the number of features are appropriate to achieve optimal machine 

learning performance. In this study, an evaluation was conducted on the combination of several features 

using machine learning algorithms: Extreme Gradient Boosting (XGB), Gradient Boosting (GBoost), 

Random Forest (RF), Decision Tree (DT), and Support Vector Machine (SVM). The public dataset used is 

FORTH-TRACE. The sensor used is an accelerometer sensor. The features used include minimum, 

maximum, mean, median, standard deviation, and interquartile range. The feature selection techniques 

used are Analysis of Variance (ANOVA) and Mutual Information (MI). The most optimal machine learning 

performance was achieved when using 17 to 18 features, with an accuracy of 0.875, while the most optimal 

machine learning performance was achieved using Extreme Gradient Boosting (XGB). 

 

Keywords: Accelerometer, MI, ANOVA, Machine learning. 
  

 

1. Pendahuluan 

Pengenalan aktivitas manusia dapat dikenali berdasarkan data sensor dan data gambar atau video 

[1]–[3][4]–[12]. Data sensor dapat dihasilkan dari sejumlah sensor, seperti: sensor accelerometer, 
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gyroscope, dan magnetometer [13]–[19]. Sedangkan data gambar atau video dihasilkan dari perangkat 

kamera [20]. Perangkat sensor yang digunakan untuk membaca data dari suatu aktivitas perlu dipasang 

pada bagian tubuh pengguna, seperti: pinggang, dada, tangan, ataupun kaki [21][22]. Artinya, perangkat 

tersebut akan menempel dan mengikuti pergerakan dari pengguna. Berbeda halnya dengan penggunaan 

perangkat kamera, perangkat ini biasanya dipasang pada sudut ruangan atau di tempat yang mampu 

menjangkau objek yang akan diamati. Penggunaan kamera memiliki keterbatasan dalam mengamati objek 

yang memiliki mobilitas yang tinggi [8][7], sehingga penggunaan sensor dapat menjadi salah satu pilihan. 

Penggunaan data sensor untuk mengenali aktivitas manusia bukanlah hal yang baru, sejumlah studi 

telah dilakukan. Data sensor seperti accelerometer, gyroscope, ataupun magnetometer perlu diproses dan 

diolah dengan teknik atau algoritma yang sesuai [11], [15], [23]. Dalam hal memprediksi suatu aktivitas 

berdasarkan data sensor, penggunaan machine learning telah banyak digunakan [11][23][24]. Penggunaan 

machine learning dapat memberikan hasil prediksi yang lebih akurat dibandingkan dengan cara 

konvensional. Penggunaan tradisional machine learning maupun deep learning telah banyak digunakan 

oleh sejumlah peneliti [11], [15], [23], [25]–[28]. Dalam konteks penggunaan tradisional machine learning, 

penggunaan teknik ekstraksi fitur menjadi bagian yang sangat penting sebelum proses klasifikasi atau 

prediksi dilakukan [29][30]. 

Penggunaan ekstraksi fitur dengan pendekatan statistik menjadi salah satu teknik yang cukup 

populer digunakan, khususnya untuk tradisional machine learning . Pendekatan statistik seperti: minimum, 

maksimum, rata-rata, nilai tengah, dan standar deviasi adalah sejumlah fitur yang dapat digunakan dalam 

pengenalan aktivitas manusia berbasis sensor [23][31]. Formula matematika untuk menghasilkan nilai 

statistik tersebut digunakan untuk mengalkulasi data sensor. Sensor seperti accelerometer dan gyroscope 

memiliki tiga sumbu sensor, yaitu: sumbu x, y, dan z. Dengan menggunakan sebuah formula matematika, 

setidaknya akan menghasilkan tiga buah fitur jika data masing-masing sumbu digunakan. Pada sejumlah 

studi, ketiga sumbu tersebut dapat dikonversi ke dalam sebuah nilai yang dapat disebut dengan istilah total 

akselerasi atau magnitude [32][33]. 

Penggunaan tradisional machine learning, selain memerlukan proses ekstraksi fitur, diperlukan 

juga tahapan seleksi fitur. Seleksi fitur dapat membantu mereduksi jumlah fitur sehingga dapat mengurangi 

proses komputasi [25]. Penelitian sebelumnya menunjukkan, penggunaan seleksi fitur dapat meningkatkan 

performa machine learning dalam mengklasifikasi suatu aktivitas [34] [35]. Pada penelitian ini, seleksi fitur 

yang digunakan adalah Analysis of Variance (ANOVA) dan Mutual Information (MI). Penelitian 

sebelumnya, menunjukkan seleksi fitur ini dapat memberikan dampak yang signifikan pada kemampuan 

machine learning untuk menglasifikasi data aktivitas. Namun, bagaimana pengaruh kedua seleksi fitur ini 

jika dievaluasi berdasarkan setiap kombinasi fitur yang dihasilkan menjadi hal yang perlu diinvestigasi 

lebih lanjut. Sehingga pada penelitian ini, dilakukan investigasi lebih lanjut terhadap kedua seleksi fitur ini 

dengan cara mengevaluasi setiap kombinasi fitur yang dihasilkan dari kedua seleksi fitur ini. Tujuannya 

adalah untuk mengetahui kombinasi fitur mana yang dapat memberikan dampak yang signifikan terhadap 

performa machine learning, khususnya kombinasi fitur yang dihasilkan dengan menggunakan seleksi fitur 

Analysis of Variance (ANOVA) dan Mutual Information (MI). 

 

2. Metode Penelitian 

Data yang bersumber dari dataset publik sering kali terdiri dari data sensor accelerometer, 

gyroscope, dan magnetometer, pada penelitian yang dilakukan hanya data sensor yang bersumber dari 

sensor accelerometer yang akan diproses. Seperti pada Gambar 1, model yang diusulkan terdiri dari 

sejumlah tahapan atau proses.  

 

 

Gambar  1. Model yang diusulkan. 
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Proses yang pertama dilakukan adalah memilih data sensor accelerometer dari sekumpulan data 

sensor yang ada pada dataset. Selanjutnya proses ekstraksi fitur dilakukan, sehingga dihasilkan fitur-fitur 

penting, yaitu: nilai minimum, nilai maksimum, nilai rata-rata, nilai tengah, standar deviasi, dan nilai 

interkuartil. Dengan menggunakan sensor accelerometer 3 sumbu, maka akan dihasilkan 3 kali lipat jumlah 

fitur, yaitu sebanyak 18 fitur. Untuk menghindari nilai dominasi dari setiap fitur, maka diperlukan tahapan 

scaling, pada kasus ini menggunakan standard scaler. Untuk memilih fitur mana yang memberikan dampak 

signifikan terhadap performa machine learning dalam mengklasifikasi aktivitas, peranan fitur seleksi sangat 

diperlukan. Metode seleksi fitur yang digunakan adalah Analysis of Variance (ANOVA) dan Mutual 

Information (MI). Kedua metode ini akan diuji menggunakan algoritma machine learning, yaitu: Extreme 

Gradient Boosting (XGB), Gradient Boosting (GBoost), Random Forest (RF), Decision Tree (DT), dan 

Support Vector Machine (SVM). Performa dari machine learning diukur menggunakan nilai accuracy, 

precision, recall, dan F-1 score. Studi yang dilakukan melakukan proses evaluasi pada setiap jumlah 

kombinasi fitur, mulai dari kombinasi 1 fitur hingga jumlah maksimal fitur.  

 

2.1. Ekstraksi Fitur 

Penggunaan tradisional machine learning memerlukan tahapan ekstraksi fitur, tahapan ini 

menjadi bagian yang sangat penting karena akan menghasilkan ciri dari suatu data yang diklasifikasi. Pada 

penelitian ini, ekstraksi fitur dilakukan menggunakan perhitungan statistik. Data sensor accelerometer 

diekstraksi menjadi nilai minimum (min), maksimum (max), rata-rata(Mean), nilai tengah (Median), 

standar deviasi (Std), dan interkuartil (Iqr), secara kronologis menggunakan Persamaan (1), Persamaan (2), 

Persamaan (3), Persamaan (4), Persamaan (5), dan Persamaan (6). 𝐴𝑐𝑐 merupakan nilai akselerasi, untuk 

sumbu x, y, dan z. 𝐴𝑐𝑐̅̅ ̅̅ ̅ merupakan nilai rata-rata, 𝑀𝑒𝑑𝐴𝑐𝑐 merupakan nilai tengah, 𝑆𝑡𝑑𝐴𝑐𝑐 merupakan nilai 

standar deviasi. Untuk Q1  merupakan kuartil ke-1, dan Q3  merupakan kuartil ke-3. Sedangkan i adalah data 

ke-i dari sejumlah data serial yang akan dievaluasi. 

 

MinAcc=min(𝐴𝑐𝑐𝑖) (1) 

 

Max=max(𝐴𝑐𝑐𝑖) (2) 
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(5) 

𝐼𝑞𝑟𝐴𝑐𝑐 = 𝑄3 − 𝑄1 

 

(6) 

 

2.2. Seleksi Fitur ANOVA (Analysis of Variance) 

Seleksi fitur menggunakan algorima ANOVA (Analysis of Variance), perhitungannya 

menggunakan Persamaan (7). Variabel i bernilai 1 sampai k, k merupakan banyaknya kelompok yang 

dikelompokkan dari semua sampel data. Sedangkan 𝐴𝑐𝑐𝑖 adalah rata-rata dari setiap kelompok, 𝑔𝑑𝑖𝑗 

merupakan sample data dari setiap kelompok, panjang setiap kelompok adalah ni. 𝐴𝑐𝑐 adalah rata-rata dari 

semua sample dan 𝐺𝑑𝑚 merupakan semua sample data yang jumlah sebanyak K.  
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2.3. Mutual Information (MI) 

Pendekatan lain yang digunakan untuk menyeleksi fitur adalah Mutual Information (MI). Formula 

yang digunakan untuk menghitung Mutual Informatioan (MI) yaitu Persamaan (10). Dengan  𝑝(𝑥, 𝑦) adalah 

join probability. Sedangkan 𝑝(𝑥) dan 𝑝(𝑥) adalah marginal probability. Dalam persamaan (10) 

diilustrasikan menggunakan dua buah fitur. 

 

𝑀𝐼 = ∑ ∑ 𝑝(𝑥, 𝑦)𝑙𝑜𝑔
𝑦 Є 𝑌𝑥 Є 𝑋

[
𝑝(𝑥, 𝑦)

𝑝(𝑥)𝑝(𝑦)
] 

 

 

(10) 

 

3. Hasil dan Pembahasan 

3.1. Deskripsi Dataset 

Pada studi ini, dataset yang digunakan adalah dataset FORTH-TRACE [36]. Dataset ini diambil 

dari 15 orang menggunakan sensor accelerometer, gyroscope, dan magnetometer dengan rata-rata 

pencuplikan data sebesar 51.2 Hz. Setiap orang melakukan 16 aktivitas, meliputi: tujuh aktivitas dasar/basic 

activity dan sembilan aktivitas untuk sikap badan transisi/postural transision activity. Untuk pertimbangan 

dimensi data, data yang digunakan hanya data sensor accelerometer. Sedangkan aktivitas yang digunakan 

dalam eksperimen ini adalah: berdiri, duduk, berjalan, menaiki tangga, berdiri diikuti duduk, dan duduk 

diikuti berdiri. 

 

3.2. Penentuan Jumlah Fitur Berdasarkan Menggunakan ANOVA (Analysis of Variance) dan 

Mutual Information (MI) 

Tabel 1 adalah fitur-fitur yang sudah terbentuk berdasarkan data sensor accelerometer. Fitur yang 

dihasilkan dihitung menggunakan Persamaan (1) sampai dengan Persamaan (6). Dengan jumlah sumbu 

sensor sebanyak 3 akan dihasilkan sebanyak 18 fitur seperti ditunjukkan pada Tabel 1. Untuk mengetahui 

fitur mana yang memberikan dampak signifikan terhadap performa machine learning, peran dari algoritma 

seleksi fitur ANOVA (Analysis of Variance) dan Mutual Information (MI) diperlukan untuk menyeleksi 

fitur. Fitur yang terdiri dari 18 fitur diberikan peringkat dengan menggunakan Analysis of Variance 

(ANOVA) dan Mutual Information (MI). Pembentukan kombinasi fitur, diawali dari fitur dengan peringkat 

tertinggi. Fitur dengan peringkat tertinggi dipilih menjadi kombinasi fitur pertama, kemudian untuk 

kombinasi fitur kedua terdiri dari fitur dengan nilai peringkat tertinggi dan fitur dengan nilai peringkat 

kedua. Hal yang serupa juga berlaku untuk pembentukan kombinasi fitur yang lain, sampai terbentuk 18 

kombinasi fitur. Selanjutnya, setiap kombinasi fitur akan dievaluasi menggunakan algoritma machine 

learning. 
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Tabel 1. Nama-nama Fitur. 

No Fitur Keterangan No Fitur  

1 x_min Nilai minimum untuk sumbu x 10 y_med Nilai tengah untuk sumbu y 

2 x_max Nilai maksimum untuk sumbu x 11 y_std Standar deviasi untuk sumbu y 

3 x_mean Rata-rata untuk sumbu x 12 y_iqr Interkuartil untuk sumbu y 

4 x_med Nilai tengah untuk sumbu x 13 z_min Nilai minimum untuk sumbu z 

5 x_std Standar deviasi untuk sumbu x 14 z_max Nilai maksimum untuk sumbu z 

6 x_iqr Interkuartil untuk sumbu x 15 z_mean Rata-rata untuk sumbu z 

7 y_min Nilai minimum untuk sumbu y 16 z_med Nilai tengah untuk sumbu z 

8 y_max Nilai maksimum untuk sumbu y 17 z_std Standar deviasi untuk sumbu z 

9 y_mean Rata-rata untuk sumbu y 18 z_iqr Interkuartil untuk sumbu z 

 

 

3.3. Performa Machine Learning 

Tabel 2 hingga Tabel 6 merupakan performa dari machine learning Extreme Gradient Boosting 

(XGB), Gradient Boosting (GBoost), Random Forest (RF), Decision Tree (DT), dan  Support Vector 

Machine (SVM) untuk penggunaan seleksi fitur ANOVA. Sedangkan Tabel 7 sampai dengan Tabel 11 

adalah performa machine learning yang sama, namun dengan menggunakan seleksi fitur Mutual 

Information. Dari tabel tersebut menunjukkan, performa optimal dari sebagian besar algoritma machine 

learning yang digunakan dicapai pada kombinasi fitur sebanyak 17 dan 18 fitur, baik untuk penggunaan 

seleksi fitur ANOVA maupun untuk seleksi fitur Mutual Information (MI). Hasil eksperimen tersebut 

menunjukkan, penggunaan fitur seleksi Mutual Information (MI) unggul dibandingkan dengan ANOVA 

terutama untuk jumlah fitur yang lebih sedikit, hal ini dapat dilihat dari penggunaan 1 atau 5 fitur. Akan 

tetapi, untuk jumlah fitur yang lebih banyak, misalnya penggunaan 17 sampai 18 fitur, penggunaan kedua 

seleksi fitur ini tidak memiliki perbedaan yang signifikan. 

 

Tabel 2. Performa  Extreme Gradient Boosting (XGB) dengan Analysis of Variance (ANOVA). 

Jumlah Fitur Accuracy Precision Recall F1-Score 

1 0,627 0,313 0,380 0,338 

2 0,638 0,402 0,385 0,354 

3 0,656 0,358 0,393 0,360 

4 0,675 0,573 0,424 0,410 

5 0,772 0,606 0,558 0,562 

6 0,808 0,648 0,584 0,603 

7 0,822 0,670 0,594 0,616 

8 0,833 0,692 0,612 0,635 

9 0,842 0,670 0,623 0,634 

10 0,845 0,680 0,622 0,636 

11 0,845 0,661 0,629 0,632 

12 0,853 0,699 0,642 0,656 

13 0,866 0,707 0,651 0,669 

14 0,862 0,717 0,651 0,673 

15 0,867 0,712 0,655 0,674 

16 0,873 0,709 0,640 0,663 

17 0,875 0,696 0,638 0,658 

18 0,875 0,719 0,650 0,673 
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Tabel 3. Performa Gradient Boosting (GBoost) dengan Analysis of Variance (ANOVA). 

Jumlah Fitur Accuracy Precision Recall F1-Score 

1 0,623 0,365 0,382 0,341 

2 0,629 0,329 0,379 0,344 

3 0,648 0,387 0,397 0,369 

4 0,654 0,541 0,410 0,389 

5 0,768 0,627 0,539 0,563 

6 0,788 0,642 0,569 0,588 

7 0,804 0,648 0,566 0,588 

8 0,813 0,676 0,586 0,609 

9 0,818 0,671 0,590 0,612 

10 0,821 0,678 0,593 0,615 

11 0,829 0,677 0,616 0,631 

12 0,832 0,715 0,624 0,648 

13 0,831 0,686 0,627 0,647 

14 0,837 0,719 0,622 0,650 

15 0,835 0,713 0,619 0,647 

16 0,840 0,710 0,624 0,649 

17 0,840 0,693 0,613 0,637 

18 0,840 0,701 0,620 0,645 

 

 

Tabel 4. Performa Random Forest dengan Analysis of Variance (ANOVA). 

Jumlah Fitur Accuracy Precision Recall F1-Score 

1 0,535 0,347 0,343 0,342 

2 0,604 0,438 0,368 0,348 

3 0,646 0,496 0,393 0,366 

4 0,679 0,630 0,429 0,425 

5 0,781 0,656 0,545 0,569 

6 0,799 0,679 0,544 0,566 

7 0,816 0,644 0,565 0,586 

8 0,821 0,682 0,567 0,590 

9 0,835 0,723 0,588 0,608 

10 0,839 0,641 0,587 0,604 

11 0,842 0,673 0,594 0,616 

12 0,848 0,672 0,601 0,623 

13 0,852 0,711 0,602 0,626 

14 0,849 0,643 0,604 0,616 

15 0,853 0,676 0,601 0,615 

16 0,859 0,681 0,606 0,629 

17 0,859 0,648 0,603 0,617 

18 0,865 0,698 0,611 0,635 
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Tabel 5. Performa Decision Tree dengan Analysis of Variance (ANOVA). 

Jumlah Fitur Accuracy Precision Recall F1-Score 

1 0,534 0,349 0,347 0,346 

2 0,555 0,371 0,374 0,364 

3 0,618 0,445 0,410 0,404 

4 0,624 0,459 0,425 0,415 

5 0,669 0,507 0,503 0,479 

6 0,699 0,530 0,532 0,508 

7 0,759 0,587 0,580 0,578 

8 0,722 0,539 0,557 0,538 

9 0,748 0,556 0,575 0,558 

10 0,730 0,549 0,553 0,542 

11 0,761 0,580 0,602 0,580 

12 0,745 0,564 0,580 0,563 

13 0,745 0,568 0,583 0,561 

14 0,767 0,572 0,586 0,568 

15 0,764 0,571 0,587 0,568 

16 0,763 0,573 0,592 0,569 

17 0,764 0,574 0,590 0,570 

18 0,768 0,580 0,596 0,571 

 

Tabel 6. Performa Support Vector Machine (SVM) dengan Analysis of Variance (ANOVA). 

Jumlah Fitur Accuracy Precision Recall F1-Score 

1 0,630 0,313 0,377 0,338 

2 0,641 0,328 0,370 0,332 

3 0,656 0,341 0,383 0,346 

4 0,663 0,449 0,409 0,388 

5 0,777 0,674 0,532 0,561 

6 0,795 0,707 0,546 0,576 

7 0,809 0,727 0,564 0,596 

8 0,815 0,731 0,575 0,609 

9 0,825 0,741 0,586 0,620 

10 0,828 0,743 0,588 0,622 

11 0,835 0,748 0,595 0,628 

12 0,835 0,747 0,595 0,628 

13 0,840 0,759 0,599 0,631 

14 0,839 0,753 0,598 0,629 

15 0,840 0,755 0,601 0,635 

16 0,844 0,710 0,601 0,630 

17 0,848 0,711 0,604 0,634 

18 0,850 0,761 0,610 0,643 
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Tabel 7. Performa Extreme Gradient Boosting dengan Mutual Information (MI). 

Jumlah Fitur Accuracy Precision Recall F1-Score 

1 0,724 0,488 0,469 0,472 

2 0,747 0,631 0,515 0,542 

3 0,768 0,638 0,536 0,561 

4 0,794 0,656 0,564 0,590 

5 0,801 0,642 0,569 0,591 

6 0,817 0,691 0,595 0,621 

7 0,828 0,686 0,596 0,621 

8 0,832 0,670 0,592 0,614 

9 0,837 0,674 0,616 0,633 

10 0,845 0,680 0,622 0,636 

11 0,860 0,702 0,636 0,659 

12 0,863 0,715 0,647 0,671 

13 0,866 0,698 0,638 0,659 

14 0,863 0,697 0,637 0,658 

15 0,866 0,711 0,644 0,668 

16 0,873 0,709 0,640 0,663 

17 0,876 0,724 0,656 0,679 

18 0,875 0,719 0,650 0,673 

 

 

Tabel 8. Performa Gradient Boosting dengan Mutual Information (MI). 

Jumlah Fitur Accuracy Precision Recall F1-Score 

1 0,719 0,539 0,483 0,493 

2 0,749 0,596 0,515 0,536 

3 0,765 0,625 0,547 0,571 

4 0,775 0,623 0,554 0,574 

5 0,786 0,582 0,539 0,551 

6 0,794 0,640 0,563 0,582 

7 0,805 0,647 0,571 0,588 

8 0,810 0,680 0,581 0,607 

9 0,819 0,718 0,592 0,623 

10 0,821 0,678 0,593 0,615 

11 0,824 0,688 0,599 0,624 

12 0,827 0,683 0,597 0,622 

13 0,834 0,743 0,611 0,645 

14 0,833 0,673 0,597 0,620 

15 0,839 0,733 0,632 0,656 

16 0,841 0,714 0,624 0,649 

17 0,841 0,700 0,621 0,646 

18 0,840 0,704 0,620 0,646 
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Tabel 9. Performa Random Forest dengan Mutual Information (MI). 

Jumlah Fitur Accuracy Precision Recall F1-Score 

1 0,637 0,455 0,457 0,453 

2 0,718 0,592 0,500 0,523 

3 0,747 0,666 0,519 0,547 

4 0,781 0,672 0,542 0,568 

5 0,801 0,685 0,556 0,579 

6 0,812 0,700 0,564 0,591 

7 0,822 0,672 0,570 0,595 

8 0,823 0,659 0,564 0,586 

9 0,833 0,724 0,593 0,622 

10 0,839 0,641 0,587 0,604 

11 0,845 0,697 0,596 0,619 

12 0,850 0,698 0,600 0,626 

13 0,851 0,750 0,597 0,621 

14 0,851 0,647 0,600 0,615 

15 0,855 0,703 0,601 0,623 

16 0,859 0,681 0,606 0,629 

17 0,861 0,668 0,608 0,627 

18 0,865 0,698 0,611 0,635 

 

Tabel 10. Performa Decision Tree dengan Mutual Information (MI). 

Jumlah Fitur Accuracy Precision Recall F1-Score 

1 0,610 0,439 0,452 0,440 

2 0,664 0,492 0,483 0,484 

3 0,685 0,513 0,504 0,504 

4 0,692 0,514 0,514 0,510 

5 0,722 0,542 0,524 0,529 

6 0,756 0,572 0,562 0,563 

7 0,761 0,584 0,591 0,580 

8 0,739 0,560 0,564 0,543 

9 0,744 0,566 0,582 0,564 

10 0,730 0,549 0,553 0,542 

11 0,755 0,568 0,575 0,564 

12 0,763 0,585 0,605 0,585 

13 0,757 0,568 0,578 0,563 

14 0,758 0,567 0,580 0,559 

15 0,775 0,579 0,594 0,573 

16 0,763 0,573 0,592 0,569 

17 0,768 0,581 0,589 0,573 

18 0,768 0,580 0,596 0,571 

 

Gambar 2 adalah performa dari sisi akurasi (accuracy) untuk 5 model machine learning, ditinjau 

dari jumlah fitur yang digunakan, khususnya untuk penerapan seleksi fitur ANOVA. Dari diagram tersebut 
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menunjukkan performa Extreme Gradient Boosting (XGBoost) paling optimal dibandingkan dengan 

algoritma machine learning lain yang digunakan. Jumlah fitur yang paling optimal untuk machine learning 

XGBoost adalah sebanyak 17 dan 18 fitur. 

 

Tabel 11. Performa Support Vector Machine (SVM) dengan Mutual Information (MI). 

Jumlah 

Fitur 

Accuracy Precision Recall F1-

Score 

1 0,729 0,493 0,466 0,471 

2 0,751 0,609 0,489 0,506 

3 0,767 0,628 0,510 0,528 

4 0,781 0,661 0,533 0,559 

5 0,792 0,671 0,540 0,566 

6 0,802 0,680 0,561 0,590 

7 0,813 0,690 0,570 0,599 

8 0,817 0,700 0,573 0,603 

9 0,821 0,731 0,580 0,614 

10 0,828 0,743 0,588 0,622 

11 0,830 0,738 0,590 0,624 

12 0,832 0,749 0,595 0,629 

13 0,836 0,705 0,594 0,624 

14 0,838 0,704 0,592 0,621 

15 0,843 0,707 0,597 0,626 

16 0,844 0,710 0,601 0,630 

17 0,849 0,761 0,609 0,643 

18 0,850 0,761 0,610 0,643 

 

 

 
Gambar  2. Perbandingan Performa Mechine Learning Menggunakan Seleksi Fitur ANOVA. 
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Sedangkan Gambar 3 merupakan akurasi (accuracy) 5 model machine learning khususnya untuk 

penggunaan seleksi fitur Mutual Information (MI). Gambar tersebut menunjukkan perfoma machine 

learning Extreme Gardient Boosting (XGBoost) memiliki performa yang paling baik di antara 4 algoritma 

yang digunakan. 

 

 
Gambar  3. Perbandingan Performa Machine Learning Menggunakan Seleksi Fitur Mutual Information 

(MI). 

Gambar 4 menunjukkan perbedaan akurasi (accuracy)  khusus untuk algoritma Extreme Gradient 

Boosting (XGB) untuk penggunaan seleksi fitur ANOVA dan Mutual Information (MI). Untuk penggunaan 

jumlah fitur yang sedikit (1 hingga 6 fitur), Seleksi fitur Mutual Information (MI) menghasilkan nilai 

akurasi yang lebih tinggi dibandingkan penggunaan seleksi fitur ANOVA, namun setelah jumlah fitur 

ditingkatkan penggunaan keduanya dapat menghasilkan nilai akurasi yang hampir sama.  

 

 
Gambar  4. Perbandingan Extreme Gradient Boosting Menggunakan ANOVA dan Mutual Information 

(MI). 

4. Kesimpulan 

Pada penelitian ini, aktivitas yang diklasifikasi menggunakan machine learning yaitu: berdiri, 

duduk, berjalan, menaiki tangga, berdiri diikuti duduk, dan duduk diikuti berdiri, data aktivitas tersebut  

berdasarkan data dari sensor accelerometer. Dari hasil  performa machine learning, seleksi fitur Mutual 
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Information (MI) dapat memberikan pengaruh yang lebih signifikan pada kombinasi fitur yang lebih sedikit 

dibandingkan dengan seleksi fitur Analysis of variance (ANOVA), hal ini terjadi pada jumlah fitur mulai 

dari 1 fitur hingga 5 fitur. Akan tetapi, memberikan dampak performa machine learning yang hampir sama, 

ketika kombinasi fitur yang digunakan lebih banyak, yaitu pada jumlah fitur 17 sampai dengan 18 fitur.  

Selain itu, dari 5 algoritma mahine learning yang digunakan, algoritma Extreme Gradient 

Boosting (XGB) memiliki performa yang lebih baik dibandingkan dengan algoritma machine learning lain 

yang digunakan, seperti: Gradient Boosting (Gboost), Random Forest (RF), Decision Tree (DT), dan 

Support Vector Machine (SVM). 
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