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Abstrak 
Deteksi dini terhadap gangguan spektrum autisme (ASD) pada anak sangat penting untuk 

memberikan intervensi dan terapi tepat waktu. Deteksi dini secara tepat dapat membantu meningkatkan 

kualitas hidup anak yang terindikasi ASD. Metode pendekatan deteksi dapat dilakukan dengan observasi 

klinis dan kuesioner psikologi, tetapi metode ini sering kali subjektif dan membutuhkan waktu dalam 

mengetahui hasilnya. Sehingga dengan melihat permasalahan yang ada, maka penelitian ini bertujuan 

bertujuan untuk mengembangkan dan mengevaluasi model klasifikasi berbasis multi-klasifikasi dan metode 

seleksi serta jumlah fitur pada citra wajah untuk mendeteksi secara dini pada ASD. Hasil pengujian 

menunjukkan perpaduan metode klasifikasi logistik regresi dengan seleksi fitur ANOVA dengan 

menggunakan 150 fitur menghasilkan performansi terbaik dari sisi akurasi sebesar 0.9688, presisi sebesar 

0.9687, dan recall sebesar 0.9688, dibandingkan dengan penggunaan metode seleksi fitur Information 

Gain. Hasil pengujian menunjukkan metode Logistic Linear Regression memiliki keunggulan dalam 

melakukan klasifikasi pada kelas biner dengan fitur yang terbatas. 

 

Kata kunci: Autisme, Anak, Deteksi, Machine learning, Multi-klasifikasi. 
 

 

Abstract 
 Early detection of autism spectrum disorder (ASD) in children is crucial for providing timely 

intervention and therapy. Accurate early detection can help improve the quality of life for children indicated 

with ASD. Detection approaches can be carried out through clinical observation and psychological 

questionnaires, but these methods are often subjective and time-consuming in obtaining results. Therefore, 

addressing these issues, this research aims to develop and evaluate a multi-classification-based model and 

selection methods along with the number of features in facial images to detect ASD early. The testing results 

show that the combination of logistic regression classification methods with ANOVA feature selection using 

150 features yields the best performance in terms of accuracy (0.9688), precision (0.9687), and recall 

(0.9688), compared to the use of Information Gain feature selection methods. The testing results indicate 

that the logistic linear method has advantages in performing classification on binary classes with limited 

features. 
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1. Pendahuluan 

Gangguan spektrum autisme (ASD) adalah kondisi perkembangan neurologis yang kompleks, 

mempengaruhi kemampuan individu untuk berkomunikasi dan berinteraksi secara sosial, serta ditandai oleh 

perilaku terbatas dan repetitif[1]. Deteksi dini ASD sangat penting untuk memberikan intervensi dan terapi 

yang tepat waktu, yang dapat membantu meningkatkan kualitas hidup anak yang terindikasi ASD.  Metode 

dalam mendeteksi atau mendiagnosa ASD dapat dilakukan dengan pendekatan observasi secara klinis dan 

kuesioner psikologis, tetapi metode ini sering kali subjektif dan membutuhkan waktu dalam mengetahui 

hasilnya [2]. Oleh karena itu, diperlukan pendekatan otomatis yang dapat mendeteksi atau mendiagnosis 

ASD secara lebih efisien dan akurat. 

Dalam beberapa tahun terakhir, kemajuan dalam bidang machine learning dan pengolahan citra 

telah membuka peluang baru untuk deteksi dini ASD. Salah satu pendekatan yang menjanjikan adalah 

penggunaan metode multi-klasifikasi (Multi-classifier) dan seleksi fitur pada citra wajah anak [3]. Metode 

ini melibatkan penggunaan berbagai algoritma machine learning untuk mengklasifikasikan gambar wajah 
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individu ke dalam kategori autistik atau non-autistik, berdasarkan fitur-fitur spesifik yang diekstraksi dari 

citra wajah[4].  

Metode multi-klasifikasi memungkinkan penggunaan beberapa algoritma secara bersamaan untuk 

meningkatkan akurasi prediksi. Algoritma-algoritma yang digunakan pada penelitian ini adalah Logistic 

Regresi, Neural Network, Random Forest, Support Vector Machine (SVM). Dengan menggabungkan 

berbagai algoritma, metode multi-klasifikasi dapat mengatasi keterbatasan yang mungkin dimiliki oleh satu 

algoritma tunggal. 

Selain itu, seleksi fitur adalah langkah penting dalam proses klasifikasi. Seleksi fitur melibatkan 

pemilihan atribut yang paling relevan dari citra wajah yang dapat memberikan informasi signifikan untuk 

diagnosis ASD [5]. Fitur-fitur ini bisa berupa karakteristik geometris wajah, tekstur, distribusi warna, dan 

pola-pola spesifik lainnya yang membedakan individu autistik dari non-autistik [6]. Dengan menggunakan 

teknik seleksi fitur, model klasifikasi dapat difokuskan pada informasi yang paling penting, sehingga 

meningkatkan akurasi dan efisiensi deteksi. Beberapa penelitian yang menggabungkan seleksi fitur dan 

metode multi klasifikasi, antara lain Novianto dkk dengan memanfaatkan seleksi fitur SpSFR dan 6 metode 

classifier, di mana metode SVM menunjukkan performansi paling baik di antara metode lainnya [7]. 

Penelitian lainnya dengan menggunakan multi classifier yang dilakukan oleh Shinde dkk, Dimana hasil 

penelitian menunjukkan akurasi sebesar 97.59% pada metode Linear Regresion, Adaboost dan 

XGBoost[8]. Beberapa penelitian lainnya deknik menggabungkan teknik transfer learning pada Deep 

Learning sebagai salah satu metode ektraksi fitur juga dilakukan oleh [8], [9], [10]. Sehingga penelitian ini 

bertujuan untuk mengembangkan dan mengevaluasi model klasifikasi berbasis multi-klasifikasi dan 

metode seleksi serta jumlah fitur pada citra wajah untuk mendeteksi secara dini pada ASD. Dengan 

memanfaatkan dataset citra wajah yang tersedia secara publik, model ini diharapkan dapat memberikan 

solusi yang lebih akurat dan efisien untuk mendukung diagnosis klinis ASD pada tahap awal. Melalui 

pendekatan ini, diharapkan bahwa individu dengan ASD dapat menerima intervensi yang lebih cepat dan 

tepat, sehingga meningkatkan peluang mereka untuk berkembang dengan lebih baik di masa depan. 

 

2. Metode Penelitian 

Penelitian dimulai dari proses akuisisi data, preprocessing data citra, ekstraksi fitur, seleksi fitur, 

dan proses klasifikasi ASD. Gambar 1 menunjukkan desain alur proses dari penelitian. 

 

 
 

Gambar 1. Alur proses klasifikasi ASD berdasarkan pada citra wajah anak-anak. 
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2.1. Akuisisi dan Preprocessing Citra Wajah Anak-Anak 

Penelitian ini menggunakan dataset citra wajah anak-anak yang diambil dari repository publik, 

yaitu pada Kaggle (https://www.kaggle.com/datasets/cihan063/autism-image-data). Total citra terdiri dari 

2940 yang terdiri dari 1470 citra wajah anak dengan label ASD, dan 1470 citra dengan label Non-ASD.  

Kemudian dataset citra dibagi menjadi data trainning sebanyak 2352, dan data testing sebanyak 588 citra. 

Dalam penelitian ini, langkah preprocessing yang dilakukan adalah reduce dimension, meliputi proses 

resize dan rescale pada citra. Proses resize dilakukan untuk mengubah ukuran serta resolusi citra digital, 

dengan menyesuaikan dimensi citra menjadi 224 x 224 x 3, yang sesuai dengan persyaratan arsitektur 

Inception-V3. Tujuan dari penggunaan ukuran ini adalah untuk mempercepat proses perhitungan dan 

menyederhanakan pengolahan data. Sementara itu, rescale citra bertujuan untuk menormalkan ukuran 

piksel. Dalam penelitian ini, rescale dilakukan dengan cara membagi nilai piksel terkecil dengan piksel 

terbesar. Proses rescale ini mengubah nilai piksel RGB (dari 0-255) menjadi skala antara 0 dan 1, yang 

membantu dalam memudahkan proses pelatihan data. Contoh citra wajah anak ditunjukkan pada Gambar 

2. 

 

   

   

 

Gambar 2. Contoh citra wajah pada anak ASD dan Non-ASD pada repository Kaggle. 

 

2.2.  Ekstraksi Fitur 

Ekstraksi fitur pada penelitian ini menggunakan konsep atau model transfer learning dengan 

memanfaatkan arsitektur dari Inception V3. Inception V3 adalah arsitektur jaringan saraf konvolusional 

yang dikembangkan oleh peneliti Google yang secara khusus dirancang untuk meningkatkan efisiensi dan 

efektivitas komputasi [11]. Arsitektur Inception V3 terdiri dari beberapa blok Inception yang dirancang 

untuk menangkap fitur dari gambar pada berbagai skala. Struktur Inception V3 pada penelitian ini 

ditunjukkan pada Gambar 3.  

 

a) Convolutional Layer : Lapisan konvolusi awal untuk ekstraksi fitur dasar dari input gambar 

b) Inception Modules : Kombinasi dari berbagai ukuran filter konvolusi dan pooling untuk 

menangkap informasi multiskala. 

c) Reduction Modules : Blok yang dirancang untuk mengurangi dimenis spasial 

(downsampling) pada fitur. 

d) Fully Connected Layers : Lapisan sepenuhnya terhubung di bagian akhir untuk 

pengklasifikasian. 

Model matematis dari Inception V3 dapat dijelakan dengan operasi dasar dalam jaringan saraf 

konvolutional, seperti konvolusi, pooling, normalisasi dan aktivasi [11]. 
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1. Convolution: 

 
 

                 (1) 

Operasi konvolusi standar yang menggeser filter di seluruh gambar untuk menghasilkan fitur. 

 

2. Pooling: 

 
 

                       (2) 

 

 

Pooling mengurangi dimensi spasial dengan mengambil nilai maksimum dalam jendela tertentu. 

 

3. Batch Normalization 

 

 

                                         (3) 

 

Dimana  dan  adalah rata-rata dan variansi batch,  dan  adalah parameter yang dipelajari. 

 

4. Activation Function (ReLU, mislanya): 

 

                                            (4) 

 

Fungsi aktivasi non-linear yang menambahkan kemampuan representasi jaringan. 

 

 
Gambar 3. Model arsitektur Inception V3. 

 

2.3.  Seleksi Fitur 

a. ANOVA 

Seleksi fitur menggunakan ANOVA (Analysis of Variance) merupakan teknik statistik yang 

digunakan untuk menentukan seberapa signifikan perbedaan rata-rata antara kelompok-kelompok yang 

berbeda. Dalam konteks machine learning, khususnya dalam klasifikasi, ANOVA dapat membantu 

memilih fitur yang paling relevan dengan variabel target kategori. 

 

Prinsip ANOVA: 

ANOVA membandingkan variabilitas antara kelompok (variabilitas antar kelompok) dengan 

variabilitas dalam kelompok (variabilitas intra kelompok). Rasio ini diringkas dalam F-statistic. F-statistic: 

Mengukur seberapa banyak variabilitas antar kelompok dibandingkan dengan variabilitas dalam kelompok. 

Semakin besar F-statistic, semakin besar kemungkinan bahwa perbedaan rata-rata antar kelompok bukan 

karena kebetulan. 
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b. Information Gain 

Information Gain merupakan salah satu metode seleksi fitur berbasis filter. Tujuan dari seleksi fitur 

dengan Information Gain adalah untuk mendapatkan fitur yang memliki informasi yang paling relevan 

terhadap suatu kelas. Information Gain dapat membantu mengurangi noise yang disebabkan oleh fitur-fitur 

yang tidak relevan. Information Gain mendeteksi fitur-fitur yang paling banyak memiliki informasi 

berdasarkan kelas tertentu. Penentuan atribut terbaik dilakukan dengan menghitung nilai entropy terlebih 

dahulu. Entropy merupakan ukuran ketidakpastian kelas dengan menggunakan probabilitas kejadian atau 

atribut tertentu. Untuk mencari nilai dari Information gain suatu fitur maka beberapa tahapan persamaan 

dilakukan, yaitu pada persamaan (5-6).  

 
𝐸𝑛𝑡𝑟𝑜𝑝ℎ𝑦 (𝑆) =  ∑ −𝑃𝑖𝑙𝑜𝑔2𝑃𝑖

𝑐

𝑖

 

𝐸𝑛𝑡𝑟𝑜𝑝ℎ𝑦 (𝑥) =  ∑ −𝑃𝑖𝑙𝑜𝑔2𝑃𝑖

𝑐

𝑖

 

            (5)                         

 

 

 

        (6) 

𝐸𝑛𝑡𝑟𝑜𝑝ℎ𝑦 (𝑆) merupakan nilai entrophy dari output kelas, dan 𝐸𝑛𝑡𝑟𝑜𝑝ℎ𝑦 (𝑋) merupakan nilai Entrophy 

dari suatu fitur, c adalah jumlah nilai suatu fitur dan 𝑃𝑖 merupakan jumlah sampel untuk kelas i. Langkah 

selanjutnya adalah perhitungan nilai entrophy pada masing-masing fitur terhadap kelas output pada 

persamaan (7) sebagai berikut: 

 
𝐸(𝑇, 𝑋) =  ∑ 𝑃(𝑥) 𝐸𝑛𝑡𝑟𝑜𝑝ℎ𝑦(𝑥)

𝑥

 
       (7)                         

 

  

Dimana 𝐸(𝑇, 𝑋) adalah nilai entrophy dari suatu fitur X terhadap kelas T, 𝑃(𝑥) adalah probabilitas 

suatu nilai dalam fitur X terhadap kelas T, dan 𝐸𝑛𝑡𝑟𝑜𝑝ℎ𝑦(𝑥) adalah nilai entrophy dari suatu nilai di fitur 

X yang didapat dari persamaan (3.32). Setelah nilai entrophy dari fitur didapat maka untuk mendapatkan 

nilai Information Gain dari fitur tersebut adalah dengan menghitung pengurangan antara Entrophy kelas 

target dengan Entrophy dari fitur seperti pada persamaan (8). 

2.4.  Multi Classifier 

 Untuk melakukan analisis pada eksperimen, pada penelitian ini menggunakan beberapa model 

metode atau algoritma klasifikasi. Dalam pemilihan metode juga telah mempertimbangkan pra-pemrosesan 

data, over-fittingm dan tuning parameter.  Pra-pemrosesan data mencakup missing value data, transformasi 

fitur dari kategorikal menjadi data numerik. Model/algoritma klasifikasi yang digunakan adalah sebagai 

berikut: 

 

a. Random Forest 

Dalam menangani klasifikasi biner, metode yang sering digunakan adalah decision tree. Namun, 

decision tree memiliki kelemahan utama yaitu over-fitting, yang dapat diatasi dengan Random Forest. 

Penggunaan ensemble of trees dalam Random Forest secara signifikan meningkatkan akurasi klasifikasi 

dan memungkinkan pemilihan kelas yang paling tepat melalui mekanisme voting. Random Forest 

membentuk sebuah "hutan" dari banyak decision tree. Random Forest meningkatkan akurasi prediksi 

dengan melakukan sampling pada dataset. Melalui voting, pohon dengan skor tertinggi dipilih dari hutan 

tersebut. Random Forest juga efektif dalam mengatasi masalah over-fitting. Proses kerja Random Forest 

adalah sebagai berikut [12], [13]: 

1) Pilih secara acak sejumlah 𝑁 sampel data dari dataset pelatihan. 

2) Bangun decision tree menggunakan sampel data yang terpilih. 

3) Tentukan jumlah decision tree yang akan dibentuk. 

4) Ketika sampel data baru datang, classifier memprediksi keputusan akhir dengan menggunakan 

suara mayoritas dari decision tree yang telah dibentuk. 

b. Logistik Regresi 

 Regresi logistik adalah algoritma prediksi yang digunakan untuk mengelola hubungan antara label 

kelas biner dan satu atau lebih variabel prediktor. Ini merupakan salah satu metode statistik yang digunakan 

untuk menyelesaikan masalah prediksi dengan mempertimbangkan probabilitas terjadinya suatu kejadian . 
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Algoritma ini melakukan klasifikasi label kelas kategorikal menggunakan variabel-variabel 

independen[14]. 

 

 c. Support Vector Machine (SVM) 

SVM umumnya digunakan dalam masalah klasifikasi. Algoritma machine learning ini sangat 

cepat dan memiliki akurasi yang luar biasa. Dalam SVM, kita mencari hyper-plane di ruang N-dimensi 

yang mengelompokkan sampel ke dalam kelas biner dengan cara yang optimal. Jarak antara sampel 

pelatihan terdekat dan hyper-plane disebut margin. SVM menemukan hyper-plane pemisah yang optimal 

sehingga margin tersebut menjadi maksimum[15] 

 

d. Artificial Neural Network (ANN) 

ANN merupakan jaringan neural yang terdiri dari banyak neuron yang saling terhubung. Setiap 

neuron menerima nilai input dan memiliki bobot yang terkait. Jaringan ini terdiri dari tiga lapisan utama, 

yaitu lapisan input, lapisan tersembunyi, dan lapisan output. Jaringan ini tidak memiliki loop atau siklus 

[16]. 

 

2.5 Evaluasi Performa 

Evaluasi performansi dalam klasifikasi machine learning adalah langkah penting untuk 

menentukan seberapa baik model kita dalam memprediksi kelas yang benar untuk data yang diberikan. 

Beberapa metrik umum yang digunakan dalam evaluasi performansi model klasifikasi meliputi: 

a. Akurasi: Mengukur proporsi prediksi yang benar dari total prediksi 

 

 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖 =  
𝐽𝑢𝑚𝑙𝑎ℎ 𝑝𝑟𝑒𝑑𝑖𝑘𝑠𝑖 𝑏𝑒𝑛𝑎𝑟 

𝑇𝑜𝑡𝑎𝑙 𝑃𝑟𝑒𝑑𝑖𝑘𝑠𝑖
 

              (8)                         

 

  

b. Presisi: Mengukur proporsi prediksi positif yang benar dari semua prediksi positif 

 

 

𝑃𝑟𝑒𝑠𝑖𝑠𝑖 =  
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 (𝑇𝑃) 

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 (𝑇𝑃) + 𝐹𝑎𝑙𝑠𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 (𝐹𝑃)
 

              (9)                         

 

  

c. Recall: Mengukur proporsi prediksi positi yang benar dari semua kasus positif sebenarnya. 

   

 

𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 (𝑇𝑃) 

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 (𝑇𝑃) + 𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒 (𝐹𝑁)
 

              (10)                         

 

  

d. AUC (Area Under Curve): mengukur keseluruhan performansi model; semakin dekat nilai AUC ke 1, 

maka semakin baik model tersebut. 

 

3. Hasil dan Pembahasan 

3.1. Penentuan Jumlah Fitur dengan ANOVA dan Information Gain 

Pada model trainning, total dari jumlah fitur adalah sebanyak 1000 fitur (n1000). Sehingga dengan 

mamanfaatkan metode seleksi fitur ANOVA dan Information Gain, fitur tersebut akan dipilih sesuai dengan 

skor  dan ranking yang diberikan oleh kedua metode seleksi fitur. Tabel 1 merupakan hasil seleksi fitur 

antara ANOVA dan Information Gain dengan menggunakan 25 fitur.  

 

Tabel 1. Contoh Fitur yang telah diseleksi menggunakan ANOVA dan Information Gain. 

 

 ANOVA Information Gain 

No Fitur Skor Fitur Skor 

1 n463 2293.22 n463 0.456 

2 n412 2202.63 n412 0.438 

3 n899 2107.90 n899 0.424 

4 n883 1922.68 n883 0.386 

5 n633 1809.44 n633 0.363 

6 n898 1806.15 n898 0.358 

7 n692 1777.90 n848 0.355 
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8 n731 1745.41 n692 0.353 

9 n427 1731.30 n731 0.352 

10 n848 1726.16 n826 0.349 

11 n502 1714.68 n427 0.345 

12 n826 1710.93 n852 0.341 

13 n469 1685.59 n811 0.340 

14 n852 1660.88 n469 0.339 

15 n473 1660.50 n473 0.338 

16 n811 1655.41 n754 0.338 

17 n503 1651.60 n503 0.336 

18 n615 1632.52 n502 0.332 

19 n754 1632.23 n615 0.331 

20 n482 1602.69 n643 0.328 

21 n747 1577.72 n482 0.325 

22 n787 1558.29 n747 0.325 

23 n643 1555.85 n855 0.324 

24 n805 1554.38 n650 0.321 

25 n855 1548.67 n604 0.321 

 

Pada Tabel 1, terlihat perbedaan fitur-fitur yang telah diseleksi oleh metode ANOVA dan Information Gain. 

Metode seleksi fitur pada ANOVA melakukan seleksi fitur berdasarkan nilai Skor yang tertinggi dari 

keseluruhan fitur, hal ini menunjukkan bahwa fitur tersebut sangat berperan dalam mempelajari pola dari 

data sehingga dengan memilih/menyeleksi fitur yang relevan dapat meningkatkan kinerja model, sementara 

fitur yang tidak relevan atau berkualitas rendah dapat menurunkan kinerja model. 

 

3.2. Performansi Hasil Multi Klasifikasi  

Performansi hasil klasifikasi terhadap metode fitur seleksi dan jumlah fitur ditunjukkan pada 

Tabel 2-4. 

 

  Tabel 2. Performa dari hasil klasifkasi dengan seleksi fitur ANOVA dan Information Gain pada 50 fitur 

terbaik. 

Metode 

Klasifikasi 

ANOVA Information Gain 

Akurasi Presisi Recall Akurasi Presisi Recall 

Logistic Regresi 0.9503 0.9504 0.9505 0.9501 0.9498 0.9502 

Neural Network 0.9499 0.9433 0.9400 0.9516 0.9155 0.9600 

Random Forest 0.9360 0.9350 0.9381 0.9344 0.9346 0.9335 

SVM 0.9378 0.9403 0.9387 0.9323 0.9352 0.9323 

 

  Tabel 3. Performa dari hasil klasifkasi dengan seleksi fitur ANOVA dan Information Gain pada 100 

fitur terbaik. 

Metode 

Klasifikasi 

ANOVA Information Gain 

Akurasi Presisi Recall Akurasi Presisi Recall 

Logistic Regresi 0.9617 0.9618 0.9617 0.9593 0.9591 0.9590 

Neural Network 0.9627 0.9626 0.9630 0.9624 0.9625 0.9626 

Random Forest 0.9438 0.9431 0.9437 0.9434 0.9435 0.9433 

SVM 0.9562 0.9570 0.9562 0.9556 0.9562 0.9556 

 

  Tabel 4. Performa dari hasil klasifkasi dengan seleksi fitur ANOVA dan Information Gain pada 150 

fitur terbaik. 

Metode 

Klasifikasi 

ANOVA Information Gain 

Akurasi Presisi Recall Akurasi Presisi Recall 

Logistic Regresi 0.9688 0.9687 0.9688 0.9687 0.9686 0.9680 

Neural Network 0.9673 0.9676 0.9680 0.9667 0.9668 0.9667 

Random Forest 0.9457 0.9458 0.9450 0.9461 0.9462 0.9461 
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SVM 0.9585 0.9588 0.9580 0.9573 0.9572 0.9570 

 

Tabel 2- 4 menunjukkan perpaduan metode klasifikasi logistic regresi dengan seleksi fitur ANOVA pada 

150 fitur terbaik menghasilkan performansi terbaik dari sisi akurasi sebesar 0.9688, presisi sebesar 0.9687, 

dan recall sebesar 0.9688, dibandingkan dengan penggunaan metode seleksi fitur Information Gain dan 

jumlah fitur. Hasil pengujian menunjukkan metode logistic linear memiliki keunggulan dalam melakukan 

klasifikasi pada kelas biner dengan fitur yang terbatas. Hasil analisis terhadap metode seleksi fitur 

menunjukkan ANOVA memiliki performansi yang lebih baik dari Information Gain dalam memilih fitur 

yang paling relevan dengan variabel target kategori.  

 

Pada tabel 5, menunjukkan hasil pengujian terhadap performansi dari sisi Area Under Curve 

(AUC) pada performa klasifikasi dengan seleksi fitur ANOVA dengan 150 fitur terbaik. 

 

Tabel 5. Performansi dari AUC pada metode klasifikasi dan seleksi fitur Anova pada 150 fitur. 

Metode Klasifikasi AUC 

Logistic Regresi 0.9962 

Neural Network 0.9962 

Random Forest 0.9905 

SVM 0.9948 

 

Tabel 5 menunjukkan performansi dari metode klasifikasi logistic regresi dan neural network menunjukkan 

hasil AUC sebesar 0.9962, hal ini menunjukkan bahwa model yang dibangun untuk melakukan deteksi dini 

autism pada anak berdasarkan citra wajah menghasilkan performansi model yang sangat baik dengan hasil 

hampir mendekati nilai 1. Gambar 4 menunjukan kurva dari AUC pada masing-masing metode klasifikasi. 

 

 

 

  

Gambar 4. AUC dari masing-masing metode klasifikasi (pink: Logistic Regresi; hijau: Neural Network; 

orange: Random Forest; ungu: SVM). 
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4. Kesimpulan 

Dengan memanfaatkan dataset citra wajah yang tersedia secara publik, perpaduan metode 

klasifikasi logistic regresi dengan seleksi fitur ANOVA pada 150 fitur terbaik menghasilkan performansi 

terbaik dari sisi akurasi sebesar 0.9688, presisi sebesar 0.9687, dan recall sebesar 0.9688, dibandingkan 

dengan penggunaan metode seleksi fitur Information Gain dan jumlah fitur. Hasil pengujian menunjukkan 

metode logistic linear memiliki keunggulan dalam melakukan klasifikasi pada kelas biner dengan fitur yang 

terbatas. Hasil analisis terhadap metode seleksi fitur menunjukkan ANOVA memiliki performansi yang 

lebih baik dari Information Gain dalam memilih fitur yang paling relevan dengan variabel target kategori. 

Nilai AUC sebesar 0.9962 untuk metode Linear Regression dan Neural Network mengindikasikan bahwa 

model ini menghasilkan performansi sangat baik dengan hasil hampir mendekati nilai 1. Melalui 

pendekatan ini, diharapkan bahwa individu dengan ASD dapat menerima intervensi yang lebih cepat dan 

tepat, sehingga meningkatkan peluang mereka untuk berkembang dengan lebih baik di masa depan. Pada 

penelitian berikutnya dapat dikembangkan kembali tentang cara ekstraksi fitur baik secara handcrafted 

ataupun dengan pendekatan convolutional neural network (CNN). 
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